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1 はじめに
脱炭素社会に向けたエネルギー環境の変化により，
多くのエネルギーを消費する施設においては，エネル
ギー需給バランスを最適化するエネルギーマネジメン
トが求められている．また，施設などで使用される高
圧電力は，過去１年間の最大電力が電力料金に大きな
影響を与える．特に工場での電力需要は，機械の稼働
状況や気象条件によって刻一刻と変動する．この変動
を高精度に予測することが出来れば，省エネやエネル
ギーコストの削減につながる．
近年，LSTM [1]やTransformer [2]をはじめとした，
様々な時系列データ予測手法が提案されている．これ
らの深層学習を用いた手法は，線形回帰などと比べて
高い精度での予測が可能である．しかしながら，深層
学習モデルは中身がブラックボックスであり，予測根
拠が不明である．社会に実装していくためには，予測
根拠を明らかにしていくことが必要不可欠である．
既存研究 [3]では，工場の設備稼働計画，過去の電
力需要実績値，気象データなどの 46個の説明変数を用
いている．しかしながら，設備ごとの稼働状況を取得
することは難しい場合がある．本稿では，施設の電力
需要に与える影響が大きいと考えられる CO2センサ
データを活用する．安価で大量に設置できる CO2セ
ンサを用いて施設内のセンシングを行い，施設内の電
力需要予測に用いることで予測精度向上を試みる．ま
た構築したモデルに局所解釈を行う手法を適用し，予
測根拠の可視化を行う．

2 電力需要予測と予測根拠の可視化
室内の人の行動が電力需要に影響を与えることを仮
定して，施設内に温度・湿度・CO2濃度を測定するセ
ンサを設置し，データを取得する．気象観測データ，
曜日情報とセンサで取得したデータを入力として需要
（30分値）の予測を行う．構築したモデルに対して，機
械学習モデルの局所解釈を行う手法を適用し，予測根
拠の可視化を行う．
構築するモデルの一例として，Random Forest Re-

gressor [5]は，アンサンブル学習による機械学習アル
ゴリズムの一つである．複数の決定木を用いて，それ
ぞれの決定木ごとに一部の特徴量のみを分割し，決定
木の平均を取って予測結果を出力する．
一方，機械学習モデルの局所解釈を行う手法として，

SHapley Additive exPlanations(SHAP) [4] は，モデ
ルの予測結果を解釈するための手法であり，各特徴量
の貢献度を算出することが可能である．この手法では，

モデルの大域的な解釈手法とは異なり，個々の予測結
果に対して，局所的な解釈が可能である．SHAPでは，
ゲーム理論における Shapley値を，各説明変数の貢献
度として用いる．

3 実験
予測根拠の可視化の有用性を検証するため，鳥取市
内の工場を対象に 2024年 6月 10日から 8月 31日ま
でデータを取得して，実験した．
3.1 実験データ

• データ項目：電力需要値

• データ取得期間：2024/6/10～2024/8/31

– 訓練：2024/6/10～2024/8/15
– テスト：2024/8/16～2024/8/31

• データ間隔：30分間隔

平均は，28.70kWh（標準偏差: 41.42）であった．ピー
クが平日日中にあることが確認できた．
3.2 M5stackでのセンシングシステム構築
温度・湿度・CO2 濃度を測定するセンサとして，

SCD41(Sensirion社製) を採用した．図 1に，構成図
を示す．図 1に示すように，センサをM5Stack Basic
V2.7(M5Stack社製)に接続した．10分に一回ネット
ワークを経由し，遠隔でGAS(Google Apps Script)で
Google スプレッドシートに測定結果を書き込むプロ
グラムとした．
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図 1: システム構成図

トラブル時のバックアップとして，10分ごとに，SD
カードにデータを書き込むプログラムとした．
3.3 機械学習モデルによる電力需要予測
機械学習モデルは，Random Forest Regressor [5]を
用いた．説明変数は以下のものを用いた．

• 目的変数：施設の電力需要値

• 説明変数：気温，湿度，日照時間，カレンダーデー
タ（稼働日かどうか），時間帯情報，センサ温度，
センサ湿度，センサ CO2濃度



提案手法の有用性を示すため，上記を説明変数として
用いた場合の，R2(決定係数)，RMSE(二乗平均平方根
誤差)，MAE(平均絶対誤差)，MAPE(平均絶対誤差割
合)を確認した．
テストデータを用いて，電力需要予測を行った．図

2に，実測値とそれに対する予測結果を示す．平日朝
夕の立ち上がり等については，おおむね予測できてお
り，時間帯情報が影響していると考えられる．各種予
測評価は 表 1の通りとなった．
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図 2: 予測結果

表 1: 各種予測評価
モデル 1

R2 0.945
RMSE 10.883
MAE 5.425
MAPE 0.334

3.4 SHAPによる予測根拠の可視化
3.3で作成したモデルに対して，SHAPを適用し，予
測根拠の可視化を行った．各特徴量の予測への貢献度
からは，時間帯情報やカレンダー情報，CO2濃度，気
温が予測に対して貢献度が大きいことがわかった．こ
の貢献度は，あくまで大域的な解釈である．
大域的な解釈に対してモデルの局所的解釈として，

CO2 濃度の値と SHAP 値の関係を図 3 に示す．500
ppmあたりから，値が大きくなり，予測に大きく貢献
していることがわかる．CO2濃度が，施設の電力需要
予測に大きく影響していると考えられる．夏期は，空
調が稼働している際，窓が解放されていないため，こ
のような結果になったと考えられる．

4 おわりに
本稿では，多様なセンサデータを用いた施設の電力
需要予測と予測根拠の可視化を提案した．その手法の
有用性を示すため，センサデータの取得，機械学習に
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図 3: CO2濃度の貢献度

よる電力需要の予測，SHAPによる予測根拠の可視化
の実験を行った．実験では，時間帯情報，カレンダー
情報，CO2濃度，気温が電力需要予測に対して貢献度
が大きいことを示した．また，CO2濃度を電力需要予
測に活用できることを示した．今後の課題は，今回の
実験は夏期のみであったため，他の季節でも同様の手
法が適用可能かを確かめる必要がある．さらに，セン
サを増やすなどして，予測精度の向上に取り組む必要
がある．
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